
 BNN "هوشمند شگاهیآزما"با روش  مانیخام س ی موادگلوله اصنعتی  یایآس یبرا مکش  ی نیب شیپ

 

2سعید چهره چلگانی ,داوندیهاسماعیل  ,سمانه یزدانی,حسین سیاوشی  ,رسول خسروی   ,1رسول فتاحی 
* 

 دانشجوی دکتری مهندسی فرآوری مواد معدنی دانشگاه تهران -1

 لولئا سوئد دانشیار دانشگاه صنعتی  -2

*Corresponding author email: saeed.chelgani@ltu.se 

 چکیده: 

  یرهایمتغ  نیحال ، روابط ب  نیحفظ دما و انتقال مواد است. با ا  یبرا  عمل کلیدی   در آسیاهای سیمان، مکش 

  نیا.  قرار نگرفته است  ی تا امروز مورد بررس  یصنعت  مانیس  ی گلوله ا  یایآس  ک ی  یبرا   مکشو عوامل   یاتیعمل 

 .( پر کندCL)  "  هوشمند شگاهیآزما"به نام    یا  افتهیخلا را بر اساس مفهوم تازه توسعه   ن یقرار است ا  ق یتحق

  را  یکه اخ  یمدل جامع هوش مصنوع ک ی( ، به عنوان  BNNشده )  ت یتقو  یشبکه عصب  کی ،    CLساخت    یبرا

گلوله  ی صنعتی  ایآس  کی   یرکورد برا  2000از    شیمختلف ، با ب  ریمتغ  35از    شیب   قی شده است ، از طر  جادیا

این پایگاه داده گسترده ارزیابی کند،  تواند روابط غیرخطی چندمتغیره بین  می     BNN  شد.  ایجاد ،    مانیس  یا

  یم   BNNبینی مکش دارد.  برای پیشو نشان داده فشار خروجی آسیا و آمپر فن سپراتور بالاترین رتبه را  

  .0.6 (RMSE) یمربع خطا شهیر نیانگیبا م یاتیعمل  یرهایمتغ بر اساس قیرا به طور دق مکشتواند عوامل 

BNN  نشان داد )  یکمتر  یخطا  قدیمی   نیماش  یریادگی  یمدلها   رینسبت به ساRMSE0.71  ی : جنگل تصادف  

آلات و    نیدر توسعه ماش  ی نقش اساس  آسیاکنی  یکه بهبود بهره وراز آنجا    (.0.76:  ونیرگرس  بانیپشتبردار  ،  

  ی برا  ایشخرد  یواحدها  نهیبه  ی به سمت طراح   دیجد  یا  چه یتواند در  یم  جینتا  نیدارد ، ا  یاستفاده از انرژ

 .باز کند کنی پودر یها یفناور

 

 

 مقدمه 

ترین مراحل مصرف کننده انرژی الکتریکی یک مجموعه تولیدی است.  در صنعت سیمان، آسیاکنی یکی از عمده

استفاده  )% انرژی الکتریکی استفاده شده در یک کارخانه سیمان جهت آسیاکنی مواد خام، زغال و کلینکر  65تقریبا  

ه روزنه  ایط عملیاتی سپراتورها، دبی جریان آسیا، اندازر در حین فرآیند تعدادی متغیر از جمله ش   [.1- 2] شودمی

تواند به کارایی و تولید فرآیند خشک  های اتاقچه میپارتیشن آسیا، نرخ خوراک، سخنی مواد خوراک و اندازه گلوله



تواند نقش حیاتی در کارایی عملیات خطوط  روابط بین این متغیرهای واحدهای آسیاکنی می   رکد  تاثیر گذار باشد.

ای متغیر مکش است. مخلوطی از هوای داغ  انی در آسیاهای گلولهتولید سیمان ایفا بکند. یکی از متغیرهای بحر

تواند  دهد. بنابراین مکش در این سیستم میبازیافتی جهت خشک نمودن مواد پودر شده به سیستم آسیاکنی می 

تواند بطور قابل توجهی پودرسازی درشت را افزایش دهد  نقش بسزایی بر فرآیند تولید داشته باشد. مکش زیاد می

یابد(.  دهد) در نتیجه میزان تولید خروجی کاهش میدر حالیکه مکش به مقدار کم، فرآیند پودرکنی را کاهش می

ویژگی چندفازی بودن جریان،    . [8- 6]   کند. تنها مکش مناسب، حداکثر خروجی را با کمترین اتلاف تضمین می

کند) در اینجا گازهای بازیافتی، زغال پودر شده و سایر مواد را  مکش را به یک فاکتور کنترلی اساسی تبدیل می 

که ممکن است بر  ای وجود دارند  . با جزییات بیشتر پارمترهای زیادی در آسیای گلوله[6- 9]   شامل می شود( 

بار آسیا،   باشند.  تاثیرگذار  بازیافتی، منفی بودن فشار  مکش  دمای خروجی، فشار هوای داغ، فشار گازهای داغ 

ورودی آسیا، اختلاف فشار ورودی و خروجی آسیا، فشار خروجی نرمه و زبره سپراتور تنها مقدار کمی از پارامترهای  

متغیرهای عملیاتی  . با این حال تاکنون مطالعات خیلی کمی برروی روابط احتمالی بین [6- 12] تاثیرگذار هستند 

ارزیابی روابط پیچیده بین طیف  . برای  [6-12]استای سیمان انجام شدهو مکش برای یک آسیای صنعتی گلوله

های پیشرفته هوش مصنوعی بر اساس اطلاعات موجود  وسیعی از متغیرهای کنترل شده کارخانجات، ساختن مدل

های قابل اتکایی به عنوان  یلی مهم باشد. توسعه چنین مدل تواند یک کلید برای اندازه گیری بهتر متغیرهای خمی

با استفاده  از     (CL)تولید یک آزمایشگاه هوشمند   .شودنامیده می یک مفهوم جدید، اخیرا آزمایشگاه هوشمند 

بخشید  جویی کرد و سیستم کنترلی را بهبود  ها را کاهش داد و در زمان صرفهتواند هزینهمی    (AI)یک مدل قوی 

با این حال مطالعات کمی از هوش مصنوعی    .[13- 14]های موجود در بزرگ مقیاس کردن را مرتفع نمود و چالش

ای از آزمایشگاه   و تا کنون هیچ مطالعه  [ 15-16]برای کشف روابط بین متغیرهای عملیاتی استفاده شده است

مکش آسیا انجام نشده است. این مطالعه یک  تاثیر متغیرهای عملیاتی مختلف بر  هوشمند برای تجزیه و تحلیل  

ساخته شده    AIرا به عنوان یک مدل    (BNN)آزمایشگاه هوشمند توسعه داده شده با شبکه عصبی تقویت شده  

برای اولین بار این کار به اهمیت و اثربخشی همه متغیرهای کنترلی برروی    پرکردن این شکاف معرفی خواهد کرد. 

پردازد، نتایج  می  BNNهای واقعی رصد شده از خط یک کارخانه سیمان ایلام با مدل  مکش آسیا بر اساس داده

اهداف  برای    ( SVR و بردار پشتیبان رگرسیون  RF  )جنگل تصادفی   AIبینی با دو مدل قدیمی و پییشرفته  پیش

 گذاری در ارزیابی مقایسه شد.صحه

 مواد و روش: 

گیری شده مختلف، اطلاعات یکی از مدارهای آسیای  پایگاه داده: برای بررسی روابط بین متغیرهای اندازه  2-1

خط تولید با    2( این کارخانه دارای  1آوری شد. شکل) ای مواد خام خط یک در کارخانه سیمان ایلام جمعگلوله



متر با    11.20متر و طول    5.2ای دارای یک اتاقچه با قطر  تن در روز است. آسیای مواد خام گلوله  5300تولید  

کشور چک است، سرعت چرخش آسیا عمدتا ثابت بوده و    PSPتن در روز ساختار شرکت    240ظرفیت اسمی  

شوند. در این واحد آسیاکنی  ها تعویض میذرهساله  ( و تقریبا با دوره میانگین یکrpm) دور در دقیقه  14برابر  

شوند) هنگامی که  (. متغیرها بصورت ساعتی کنترل و محاسبه می1شوند )جدول  پارامترهای مختلفی رصد می 

سازی استفاده شد. بطور  رکورد برای مدل 2000مدار خردایش در حالت پایدار و تعادل باشد(. بطور کلی بیش از  

توان از فاکتورهای مکش آسیا  ( را میPAMFو     PBMFگیری فشار قبل و بعد از آسیا به ترتیب)منظم اندازه 

 در نظر گرفت. 

 کارخانه  در   رصد شده  یرهایمتغ یفیآمار توص 1 جدول

استاندارد انحراف از   متوسط  بیشترین کمترین متغیرها   

Temperature of exhaust electro filter © 50 260 119.90 12.85 

HVP (1) (KV) 7 596 62.90 129.80 

HVP (2) (KV) 31 74 67.00 3.60 

Electro filter duct pressure (mbar) 1 41 14.33 1.99 

Inlet electro filter temperature © 44 173 106.14 7.55 

Electro filter damper fan 15 100 98.93 7.49 

Electro filter fan (A) 22 89 38.75 3.47 

Mill fan duct temperature © 2 115 79.39 7.50 

After mill fan pressure (mbar) 4 18 7.52 1.32 

Before mill fan (mbar) 39 64 53.88 2.30 

Mill fan motor (A) 6 84 62.33 2.48 

Mill fan damper (%) 80 100 99.90 1.25 

Hot air damper (%) 46 100 57.30 11.82 

Separator rotor (rpm) 17 50 22.64 3.92 

After separator fan pressure (mbar) 0 109 2.28 2.52 

Total feed (ton) 18 230 191.01 17.67 

Mix bin feeders (ton) 18 220 180.1 18.95 

Damper of separator fan (%) 35 95 51.75 6.79 

Before mill fan pressure (mbar) 9 73 14.17 2.48 

Separator outlet temperature © 43 112 73.63 7.79 

Separator fan (A) 26 180 29.94 3.45 

Separator motor (A) 12 1173 119.56 23.49 

Airlift blower2 (A) 15 264 170.84 12.05 

Airlift blower1 (A) 17 198 172.76 11.18 

Buck elevator motor2 (A) 40 87 54.54 3.15 

Buck elevator motor1 (A) 42 72 53.88 4.00 

Main motor2 (A) 23 841 241.36 20.50 

Main motor1 (A) 205 2369 241.39 47.23 



Mill outlet pressure (mbar) 24 369 35.63 7.85 

Mill inlet pressure (mbar) 2 14 9.59 0.96 

Main gearbox2 temperature © 12 60 35.79 6.63 

Main gearbox1 temperature © 14 56 40.90 5.97 

Outlet bearing temperature © 30 64 51.37 5.52 

Inlet bearing temperature© 28 59 44.80 4.85 

Mill outlet temperature © 41 124 80.29 7.30 

Mill inlet temperature © 69 498 281.90 22.48 

Circulating load (ton) 4 468 143.03 64.47 

 

 شماتیک مدار خردایش آسیای مواد خام گلله ای کارخانه سیمان ایلام   1عکس

 AIمدل های   2-2

به عنوان یک مدل قدرتمند     BNN: شبکه عصبی تقویت شده   (BNN ) شبکه عصبی تقویت شده   1-2-2

برداری برای  احتمال نمونه  BNNهوش مصنوعی با استفاده از یک شبکه عصبی و الگوریتم گروهی ساخته شد.  

ها و کاهش  یبا راهبری و مدیریت طیف گسترده ورود  دهد.بینی را افزایش می آموزش تجربیات در توابع پیش

بینی ، مورد تایید بودن مجموعه اطلاعات  بینی با در نظر گرفتن تجربیات قبلی اطلاعات پیشدادن خطای پیش

تواند بصورت خطی و غیر خطی روابط بین یک مجموعه را با ارزیابی  .  این می[17- 20] بخشد آموزشی را بهبود می

های داده شده را  امتحان کند و حساسیت خروجی به ورودی   (MSA) تجزیه و تحلیل حساسیت چند متغیره

در این تحقیق از مدل    .  [ 20]بندی کند ها را نشان دهد و متغیرها را بر اساس اهمیت آنها رتبهارزیابی کند و اندازه

ها بر اساس اندازه شاخص  ورودی  BNN-MMاستفاده شد. در    MMSAبرای ارزیابی    BNN-MMای  حاشیه

را    1تواند تابع هدف مطابق معادله  می  BNNبینی،  . برای مرحله پیش[21]شوند مرتب می  هانیر آهای کلی تاث

 کاهش دهد. 



𝐸𝑡 = ∑ (𝑦𝑖 − �̂�𝑖
𝑡)2 +𝑁

𝑖=1 𝛼𝑊𝑡
𝑇𝑊𝑡                                                                    (1)                      

امین  t مقدار پیش بینی شده توسط    �̂�مقدار هدف است و    yها در مجموعه داده آموزش است،  تعداد نمونه  N که  

در شبکه عصبی    امین یادگیرنده ضعیفt وزن بردار   𝑊𝑡است و    1و    0پارامتری بین     𝛼اساسی است .  یادگیرنده  

 تقویت شده است.

جنگل تصادفی به عنوان یک مدل آماری مبتنی بر درخت توسط بریمان و همکاران  (RF) : جنگل تصادفی  2- 2- 2

می تواند نتایج بدور از تعصب    MLیک مدل یادگیری ماشین قدرتمند    .[22]توسعه داده شد   1993در سال  

در این سیستم با توجه به میانگین کلی    .[25- 27]دهد  کم با پیش بینی بسیار دقیق ارائه می   تفرق)تعصب کم( و  

از      n  با اندازه  L(θ)همه درختان از طریق سیستم کیسه گذاری، یک مقدار تخمین زده شده است:  یک داده  

 ”شود. هر درخت  انتخاب می  Nبا اندازه    ) (Lمجموعه آموزش 
θ)L(“T     مربوط به بردار تصادفیθ    است، که برای

میانگین کل جنگل    fپیش بینی کننده نهایی  شود.  ارائه می  (L ) یمجموعه آموزشی اصلای از  های کیسهنمونه

 . [28-30]  اندازه گروه است(  Kکه    ηxبرای نمونه    η΄yاست) با پاسخ تخمین داده شده 

𝑦′𝜂 = 𝑓(𝑋𝜂) =
1

𝐾
∑ (T𝐿(𝜃𝑘)(𝑋𝜂)1

𝐾)
𝐾

𝐾=1
                                              (2) 

 بر اساس به حداقل رساندن ریسک ساختاری(SVR)  رگرسیون بردار پشتیبان رگرسیون بردار پشتیبان:    2-2-3

(SRM)     از تئوری یادگیری آماری ایجاد شده است. با توجه به اصلSVR  ،SRM   تواند با اطلاع از تمام  می

  . [31- 33]  کند.دهد و یک مدل فشرده تولید میپوشانی زیاد را کاهش میبینی، ریسک همها برای پیشخروجی

SVR   پیچیده را به مسئله رگرسیون خطی در یک فضای متغیر ابعادی  تواند یک مسئله رگرسیون غیرخطی  می

      و    iX سازی روابط غیرخطی  تواند برای فرموله( میSVR)تابع    f، به عبارت دیگر، یک تابع خطی  بالا منتقل کند 

iY  .استفاده کرد 

   𝑓(𝑥) = 𝑤𝜑(𝑥) + 𝑏                                                                                    (3) 

f(x)  باید تنظیم شود. برای  و  و دو پارامتر  نشان دهنده مقدار پیش بینی شدهSRM   ریسک ،

یک پارامتر دقیق هست که شعاع لوله واقع شده  (  غیرحساس   )   توان در نظر گرفت که  را می   4تجربی معادله  

 دهد. در اطراف تابع رگرسیون را نشان می

min 𝑅𝑒 (𝑤, 𝜉 ∗, 𝜉) =
1

2
|𝑤|2 + 𝐶 ∑ (𝜉 ∗ +  𝜉)𝑛

𝑖=1                                             (4) 

hn
wb



 با این محدودیت ها: 

{
𝑦𝑖 − 𝑤𝜑(𝑥𝑖) − 𝑏 ≤ 𝜀 + 𝜉𝑖           𝑖 = 1, 2, 3, … 𝑛

−𝑦𝑖 + 𝑤𝜑(𝑥𝑖) + 𝑏 ≤ 𝜀 + 𝜉𝑖         𝑖 = 1, 2, 3, … 𝑛
                                       (5) 

{
𝜉𝑖

∗ ≥ 0        𝑖 = 1, 2, 3, … 𝑛
𝜉𝑖 ≥ 0        𝑖 = 1, 2, 3, … 𝑛

                 

 بحث و نتایج   -3

اهمیت  اندازه  1-3 اندازه گیری  برای  اهمیت متغیرمتغیر:  برای هر    BNN-MM،   گیری  پاسخ هدف  میانگین 

  شود. ها میانگین گرفته میهای با اهمیت از کلیه ورودی گیرد. برای محاسبه شاخصبینی در نظر می رکورد پیش

که فشار خروجی آسیا بالاترین    دهد در بین متغیرهای رصد شده در کارخانه نشان می  BNN-MM ارزیابی های   

  بین این دو عامل همبستگی مثبت وجود دارد.   2داشته است. در شکل   PBMFبینی  رتبه اثر بخشی را در پیش

داشت و با افزایش آمپر آن، فشار بعد از فن آسیا  ، آمپر فن سپراتور بالاترین رتبه را  PAMF بینی بین  برای پیش

تواند به این دلیل باشد که ظرفیت فن آسیا، ظرفیت فن  (. این روابط می 2کاهش یافت)یک رابطه منفی( )شکل  

کند کشیدن هوای بیشتر)مکش(  که سپراتور آسیا با حداکثر سرعت کار نمی و هنگامی  کند سپراتور را محدود می 

نشان داد که اختلاف فشار    (2015)در سال     Zachariades   . [34]افزایش دهد   سپراتور را  تواند ظرفیت  می

 . [36] متناسب با اختلاف فشار تولیدی فن هوای اولیه است



 

 )قرمز(.  یمنف  ی( ، همبستگیمثبت )آب ی. همبستگرهایمتغ یرتبه بند یبرا ریمتغ تیاهم یریاندازه گ 2 عکس

نمونه رکورد شده بصورت تصادفی جهت مرحله آموزش از پایگاه داده انجام شد و بقیه    1870بینی:  پیش  3- 2

یک کار آزمایشی سعی   BNNبینی سوابق برای مرحله آزمایش استفاده شد. برای ساختن دقیق ترین مدل پیش

متخصص تولید شده است. مدل    5توسط     BNNو خطا جهت بدست آوردن تجربه در نظر گرفته شد. مدل قوی  

بود. الگوریتم    ’tanh‘سازی  و تابع فعال  یک شبکه عصبی یک لایه با چهار نورون پنهان  BNNخبره توسعه یافته   

نشان داد که    2در جدول    BNN . نتایج  متخصصان استفاده شد جهت آموزش   back-propagationیادگیری 

CL تواند هردوی  )آزمایشگاه هوشمند( ساخته شده میPAMF    وPBMF    پارامترهای رصد شده اساس  بر 

-CLهای داده برای ساخت  . برای اهداف ارزیابی دقیقا از همین پایگاه  بینی کند کارخانه بطور جامع و مفصل پیش

BNN سازی جهت توسعه مدلRF  وSVR  های معمول بعنوان روشML نشان  3استفاده شد. نتایج در شکل



   MLهای قدیمی نسبت به این روش   PBMF و PAMFبینی  تواند دقت بالاتری برای پیشمی BNNداد که  

های سیمان  سایر متغیرهای ضروری در کارخانه  را برای کنترل، حفظ و برآورد   CLفراهم کند. این نتایج پتانسیل  

 کند. میبرجسته 

 .مختلف ی مرحله آموزش از مدل ها  جینتا یبرا یآمار یشاخص ها 2 جدول

 PAMF PBMF 

Model MAE RMSE MAE RMSE 

BNN 0.43 0.60 0.77 1.06 

SVR 0.45 0.76 0.98 1.46 

RF 0.48 0.71 0.91 1.31 

 

 . شیمختلف مدل در مرحله آزما جینتا ی( براR)مربع  نییتع بیضر 3 عکس
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برای اولین بار این مطالعه روابط بین متغیرهای عملیاتی و فاکتور مکش برای   و کنترل یک کارخانه صنعتی باشد.

به عنوان یک مدل     BNNای صنعتی سیمان مورد تفحص قرار داد و یک آزمایشگاه هوشمند با  یک آسیای گلوله

تور بیشترین  های اهمیت متغیر نشان داد که فشار خروجی آسیا و آمپر فن سپراتوسعه داده شد. ارزیابی  AIجدید  

بر  بینی فاکتور مکش دارد. ارزیابی مقدار روابط نشان داد که متغیرهای عملیاتی ممکن است اهمیت را برای پیش

پارامترهای مکش اثرات معکوس داشته باشند. با این حال فشار خروجی آسیا با فاکتور مکش ارتباط مثبت دارد)  

نشان داد که مکش به عنوان یک فاکتور    BNN نتایج  همبستگی مثبت دارد(. در یک سیستم آسیاکنی خشک  

تواند فشار قبل و بعد از  می  BNNبینی شود.  تواند از طریق آزمایشگاه هوشمند بصورت دقیق پیشکارآمد می

دقت   2R 0.70 >با   SVRو    RFو   BNNبینی کند. مقایسه نتایج دقیق پیش بصورت 2R 0.77 =آسیا با   

کرد کارخانه  لکند. این نتایج قابل توجه به درستی امکان نگهداری اتوماتیک عمجدید را تایید می مدل توسعه یافته  

 های رصد شده را تایید کرد. نشان داد که اتکاپذیری ارزیابی داده های سیمان  که اصول آزمایشگاه هوشمند 
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